面向调制格式识别的稀疏CNN FPGA加速器设计
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摘要：为在逻辑与功耗资源受限的嵌入式场景中实现高效的调制格式识别，本文提出一种基于FPGA的稀疏卷积加速器设计方案。首先对基准卷积神经网络（CNN）模型进行非结构化剪枝、8比特动态定点量化与层融合，显著压缩模型规模；随后设计基于ABM-SpConv算法的硬件加速架构，采用权重重编码与单写多读缓存结构，优化并行卷积与数据访问效率。实验结果表明，在XC7A200 FPGA平台上，该设计以1.455 W的片上功耗实现90.2%的平均识别精度，每帧处理时间为142.48 μs，能效比达0.232 GOP/s/W，优于同任务下的CPU与GPU平台，为调制格式识别在资源受限环境中的部署提供了可行路径。
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0 引言
近年来，光通信网络呈现出高速、异构与动态化的发展趋势，对光性能监测（OPM）模块提出了快速生成与灵活部署的要求。在数字信号处理中，调制格式信息的准确识别直接影响光纤传输系统的性能，因此，在不依赖发射端先验信息的前提下实现调制格式的自主识别，已成为OPM中的关键技术之一[1,2]。然而，传统OPM方法因依赖专用硬件，难以适应动态光网络的需求[3]。
与此同时，图像分类与识别作为人工智能领域的重要研究方向，已广泛应用于各类计算平台。卷积神经网络（CNN）作为其中的核心算法，在GPU与CPU等平台上取得了显著成果[3-5]。然而，随着网络模型深度的不断增加，其计算复杂度急剧上升，严重限制了CNN在资源受限场景下的部署能力。近年来，FPGA因其具备高并行性、可配置数据精度以及低功耗等优势，在嵌入式与物联网设备中受到广泛关注[6-9]，成为实现高效、绿色计算的重要路径。尽管已有大量研究致力于现场可编程门阵列（FPGA）上的CNN加速，但在调制格式识别这一特定领域中，相关硬件加速方案仍较为缺乏。
基于上述背景，本文结合CNN图像识别技术与FPGA硬件加速优势，提出一种面向调制格式识别的稀疏CNN FPGA加速器设计方案，通过剪枝与压缩技术减少模型规模与计算量[10-11]，旨在在资源受限环境下实现高能效、高识别率的实时信号处理。

1调制格式识别与模型压缩
1.1	调制识别网络结构
调制格式识别网络结构如图１所示，该结构在识别精度和网络模型的大小方面取得了平衡。对网络模型进行压缩和改进后作为本文加速器的实验对象，其网络结构共包含 8 层，包括 4 个卷积层（C1、C2、C3、C4）、3 个池化层（P1、P2、P3）以及 1 个全连接层（FC）。

卷积层的核心作用是进行局部特征探测。它通过滑动窗口与输入进行卷积运算，提取出信号中的初级特征，并组合成特征图。后续卷积层（C2, C3, C4）则在此基础上，进一步提取调制样式本质的、更抽象的高级特征（如特定的星座图图案、相位变化规律）。池化层主要进行下采样。它通过取局部区域最大值方式，压缩特征图的尺寸。减少了后续计算所需的参数量和计算量。在C4层输出后，这些特征图通常会被展平为一个一维特征向量。这个向量最终被送入一个全连接层对整个提取到的特征进行综合判断，并将其映射到对应的调制类别概率上，从而完成识别任务。


图1 调制格式识别网络结构
1.2	模型剪枝与量化
采用软剪枝与非结构化剪枝相结合的方法对模型进行剪枝。在权重选择标准方面，选取权重绝对值准则作为判断权重重要性的依据，权重绝对值越大，在网络中越重要。剪枝过程主要分为3个阶段：第一阶段，对调制格式识别网络进行模型训练，得到一个非稀疏、全精度的基准网络；第二阶段，通过设定全局剪枝率，在基准模型上进行全局剪枝；第三阶段，对全局剪枝后的网络重新训练，以提高剪枝后模型的精度。
在 CNN 中，卷积层占大部分计算量，且权重通常以浮点数形式存储。为了在 FPGA 上高效部署网络，本文采用动态定点量化方案，使用 8 比特对网络中的权重参数进行量化，量化公式如下：

	 	（1）








其中，，表示十进制部分的长度，表示数据的位宽；表示权重位，表示四舍五入。例如，若权重值为2.5，采用 8 比特定点数表示，且当前层小数部分长度为 1，则，可得2.5的8比特定点数值为= 5。的确定方式如下：

	 	（2）



其中，表示向上取整，表示求最大值函数，表示每一层的权重值。
[bookmark: _Toc28350][bookmark: _Toc221]1.3 网络模型层融合


网络权重的量化消除了卷积层中的大部分浮点运算，但在其他层（如批量归一化层）中仍存在密集的浮点运算。批量归一化层在训练过程中能加快模型收敛、提高泛化能力并降低训练难度，但在前向推理过程中会增加计算延迟。为进一步压缩网络，采用层融合方法优化网络结构。融合后的权重和表示为

	 	（3）

	 	（4）





[bookmark: MTBlankEqn]其中，和是batch的均值和方差，和是比例参数和平移系数，是防止除零设置的一个极小值。
在未进行量化和层融合之前，网络中存在大量浮点数据，参数规模大，对存储资源提出较高要求。图 3 展示了权重经 8 比特量化及批量归一化层融合后的前向推理过程。此时，网络中的浮点计算转为整数计算，存储需求降低，同时层融合减少了一层网络计算，进一步提升了推理效率。


图3 融合后的前向推理示意图
[bookmark: _Toc2483][bookmark: _Toc16603]1.4 压缩效果分析
模型剪枝和量化结果如表1所示。 可以看出，调制格式识别网络经过非结构化剪枝、8 比特动态定点量化以及层融合后，模型参数量压缩了 10.84 倍，计算量压缩了 6.67 倍，识别精度仅下降 1.4%，在实际应用中可忽略不计。同时，模型中的浮点计算转换为低位宽的 8 比特定点数运算，降低了存储资源需求并提高了计算效率。当剪枝率从 5.87 倍提升至 6.67倍时，mAP 从 89.4% 提升至 90.2%。这是因为模型剪枝通过移除冗余参数、降低模型复杂度、增强参数协同效率，并结合微调实现了更优的特征表达，因此在剪枝率适度上升时，模型准确率反而略有提高。
表1  模型剪枝和量化结果 
	模型
	参数尺寸(K)
	计算量(KOP)
	参数尺寸压缩率
	计算量压缩率
	mAP(%) 

	基准模型
	29.7 0
	336.64
	1倍
	1倍
	91.6

	剪枝5倍
	8.10  
	67.33
	3.70倍
	5.0倍
	90.0

	剪枝5.87倍
	6.91  
	57.23
	4.30倍
	5.87倍
	89.4

	剪枝6.67倍
	6.08 
	50.47
	4.88倍
	6.67倍
	90.2

	量化的剪枝5倍
	3.61 
	67.33
	8.20倍
	5.0倍
	90.0

	量化的剪枝5.87倍
	3.19  
	57.23
	9.58倍
	5.87倍
	89.2

	量化的剪枝6.67倍
	2.74
	50.50
	10.84倍
	6.67倍
	90.2



2 稀疏CNN加速器硬件设计
[bookmark: _Toc26905][bookmark: _Toc9553]2.1 ABM-SpConv算法原理
CNN 目标识别算法主要依赖卷积计算，其中包含大量乘法和加法运算。由于乘法运算耗时远高于加法运算，设计硬件加速电路的目标之一是尽量减少乘法运算的比例。ABM‑SpConv 是一种特殊的稀疏卷积方法，能有效平衡 FPGA 的逻辑资源和 DSP 资源使用。与其他算法不同，它将卷积运算中的加法和乘法分离为两个独立阶段，并利用卷积核中权重相同的特性，将乘法过程转化为加法过程。其公式推导如下：

	 	（5）











输入特征图像，卷积核和输出特征图的尺寸分别为、和。经过剪枝和量化后，卷积网络在卷积核中保留了相同的权重，最多包含个量化值，其中代表量化位数。在第个卷积核中仅存在个唯一的量化值，将这些唯一值表示为。提取公因式化简式（5），可得

	 	（6）
式（6）消除了卷积核中因权重相同而产生的冗余乘法运算，将原本耗时的乘累加操作转换为先加后乘运算，从算法层面优化了网络的前向推理时间。该公式是本文硬件加速设计的核心算法基础。
2.2	硬件架构设计
神经网络经非结构化剪枝和 8 比特量化后，权重呈现显著的数据特征：一方面量化导致高频量化值聚集，另一方面剪枝引入大规模稀疏结构，这种双重特性降低了压缩存储效率。在 CNN 前向推理阶段，各层卷积核参数具有静态确定性，具体表现为稀疏结构固定、量化参数分布稳定等。这种先验知识使得在模型部署阶段可采用预编码方案，优化逻辑控制电路，减轻存储负担并提高数据读取频率。
权重编码方法采用索引表（Index_Table）和量化表（Q_Table）存储卷积核的全部相关信息：Index_Table记录权重的坐标信息，Q_Table存储权重的数值信息。该编码方法简化了电路查找结构，降低了存储需求，并有利于功耗最小化。
引入权重编码方案并结合ABM‑SpConv算法设计的电路控制结构如图 4 所示。传统复杂的译码电路模块和权重缓存单元被量化和索引表取代，特征图的解码坐标由索引表提供，对应量化数值由量化表传递。


图4 ABM-SpConv算法电路控制图
[bookmark: _Toc5540][bookmark: _Toc23673]2.3 并行计算与缓存优化
卷积层的运算本质是卷积核在输入特征图上滑动并进行卷积计算。利用 FPGA 的并行计算特性，本文在算法层面进行了微调设计，即通过在输入特征图纵向同时执行多个卷积操作，系统吞吐量得到进一步提升。图 5为纵向并行优化后的“先加后乘”算法结构，其在图 4 基础上引入地址变换模块，使得纵向卷积仅需在原有地址基础上增加一个固定偏移量即可获得特征图输出。


图5 纵向并行优化后的先加后乘算法结构




在纵向并行计算中，同步读取特征图数据容易引发访问冲突，影响并行效率。为解决该问题，本文提出单写多读端口缓存结构，如图6 所示。图中和分别表示特征图的宽度和高度，S表示卷积步长。每个单写多读端口由多个单读写端口线性缓存组成，读取过程从左侧开始，按 行高度依次扫描每个通道，随后将数据依次存入线性缓存。线性缓存的数量由下式计算：

	 	（7）
其中，k表示卷积核的大小。

每个线性缓存中存储的特征点数为

	 	（8）


纵向并行卷积时，特征图沿列方向同时输出个滑动窗口数据，实现同一方向上的次并行卷积。单写多读缓存结构的设计有效支撑了纵向并行卷积的硬件实现。


图6 单写多读缓存窗口
[bookmark: _Toc25098][bookmark: _Toc24986]2.4层融合硬件实现
传统卷积层后通常接有ReLU激活与最大池化操作，三者均需通过缓存Buffer传递中间数据。本文将卷积、ReLU与最大池化层设计为融合层，减少数据流动，形成高效流水线结构。优化前后的架构对比如图 7 所示，左侧为传统神经网络单元的数据处理流程，右侧为优化后的融合处理流程。改进后的融合架构将ReLU与Max Pool 层嵌入Conv层中，不仅减少了缓存Buffer的使用和数据读取时间损耗，还降低了关键路径延迟，在提高硬件利用率的同时提升了系统运行速度。


（a）改进前     （b）改进后
图7 改进前后融合层内部数据处理过程
3实验与结果分析
3.1实验环境
调制格式识别系统部署采用Artix‑7系列的FPGA芯片，具体型号为XC7A200。软件方面，使用PyCharm 2020.1.3作为Python集成开发环境，模型搭建与训练基于PyTorch编程框架。主机平台配置为Intel® Core™ i7‑7700HQ CPU与NVIDIA GeForce RTX 2080 Ti GPU。实验对比的模型包括基准CNN模型以及压缩后的CNN_pruned模型。
3.2性能对比与分析
针对基准 CNN与压缩后的CNN_pruned网络，在Intel® Core™ i7‑7700HQ CPU、RTX 2080 Ti GPU以及XC7A200 FPGA三种平台上进行性能对比。表2 和表3 分别展示了压缩前后模型在功耗、计算速度及计算性能方面的表现。从中可见，CNN_pruned 模型在功耗和计算速度上均优于原始 CNN模型。尽管模型压缩后计算性能有所下降，但其在 FPGA 上的下降幅度相对小于CPU和GPU 平台。
表2  CNN模型不同平台性能对比 
	硬件平台
	CPU
	GPU
	FPGA

	硬件型号
	Intel® Core™ i7-7700HQ
	NVIDIA GeForce GTX 2080 Ti
	XC7A200

	频率/MHZ
	2800
	1035
	200

	功率/W
	25.11
	23.4
	1.543

	计算速度/µs
	1081.87
	62.5
	227.96

	准确度/（mAP/%）
	91.6
	91.6
	91.6

	吞吐量/（GOP/s）
	0.311
	5.38
	1.476

	能效比/（GOP/s/W）
	0.012
	0.229
	0.91


表3 CNN_pruned模型不同平台性能对比
	硬件平台
	CPU
	GPU
	FPGA

	硬件型号
	Intel® Core™ i7-7700HQ
	NVIDIA GeForce GTX 2080 Ti
	XC7A200

	频率/MHz
	2800
	1035
	200

	功率/W
	21.98
	22.9
	1.455

	计算速度/µs
	303.95
	52.64
	142.48

	准确度/（mAP/%）
	90.2
	90.2
	90.2

	吞吐量/（GOP/s）
	0.17
	0.96
	0.354

	能效比/（GOP/s/W）
	0.008
	0.043
	0.232


在计算速度方面，XC7A200 FPGA的实现虽不及高端 RTX 2080 Ti GPU，但显著优于 Intel® Core™ i7‑7700HQ CPU。功耗方面，FPGA的实现远低于GPU和CPU，约为后两者的1/13~1/14。就能效比而言，FPGA同样优于GPU和CPU，分别为GPU的5~6倍和CPU的约 29 倍。在 XC7A200上实现的CNN模型有效验证了剪枝方法的效率：剪枝后模型精度仅轻微下降（mAP从91.6%降至90.2%），而计算速度显著提升（从227.96 µs提升至142.48  µs）。 
４ 结束语
本文提出了一种面向调制格式识别的稀疏CNN FPGA加速器设计方案。该方案对基础网络进行剪枝和参数量化，结合稀疏卷积算法设计了专用加速电路、权重编码方案及高性能缓存结构，并采用XC7A200 FPGA实现了调制格式识别网络的部署。实验结果表明，新引入的算法结构和加速器设计在降低片上资源消耗的同时提升了性能：参数存储量减少10.84倍，计算量降低6.67倍，识别精度仅损失1.4%。在功耗方面，片上功耗从1.543 W降至1.455 W；计算速度从227.96 µs提升至142.48 µs，处理速度达到CPU的2倍，而功耗仅为GPU和CPU的1/13–1/14。该系统在性能与能效方面表现优异，具备良好的工程实用性，为调制格式识别在嵌入式场景中的应用提供了有价值的参考。
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