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0 引言
随着机器学习技术的不断创新和算力需求的不

断增加，基于大规模数据挖掘的机器学习已成为智能

发展的重要手段。分布式机器学习通过多个计算节

点协同工作，基于网络通信进行参数更新与模型训

练，从而加速机器学习过程[1-4]，可以有效解决数据集

中存储带来的隐私问题。但是，考虑到计算量大、训

练数据量大、模型规模大这三方面因素，分布式机器

学习的实施面临的主要挑战是提高计算节点之间的

通信效率[5]。算力网络[6-8]作为一种资源分配和管理机

制，可以更高效地管理数据流，减少冗余传输，从而降

低延迟，提高带宽利用率，便于大量数据在不同节点

之间进行传输以实现模型的共同训练[9-10]。基于算力

网络的分布式机器学习能够作为一种保护数据隐私、
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摘要：针对基于算力网络的分布式机器学习中计算节点间长通信距离导致通信成本高、效率低的问题，提出一种分布式

机器学习通信优化方法。该方法在梯度压缩阶段结合随机梯度量化与Elias Gamma编码减少单次通信量，在梯度合并阶

段采用合并梯度无等待反向传播（MG-WFBP）策略降低通信频率。通过模拟2~1 024个节点的算力网络环境，对GoogleNet、

ResNet-50和mnistNet模型进行训练测试。结果表明：当节点数扩展至1 024个时，该方法的加速效果明显优于传统MG-

WFBP方法；在合理压缩率下，该方法能显著缩短仅用于通信通信的时间，从而提升训练效率。
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Abstract：To address the high communication cost and low efficiency caused by long inter-node distances in distributed ma‐

chine learning over computing power networks，This paper proposes a communication optimization method for distributed ma‐

chine learning. In the gradient compression phase，the method combines stochastic gradient quantization with Elias Gamma 

coding to reduce the per-communication data volume. in the gradient merging phase，it adopts the merged gradient wait‑free 

backpropagation MG‑WFBP strategy to decrease the communication frequency. Simulations are carried out on a computing 

power network environment with 2 to 1 024 nodes，training and testing GoogleNet，ResNet‑50，and mnistNet models. The re‐

sults show that when the number of nodes scales to 1 024，the proposed method achieves significantly better speedup than the 

traditional MG‑WFBP method. Moreover，under a reasonable compression ratio，the method can markedly reduce the time 

spent solely on communication，thereby improving training efficiency.
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协调大规模参与方的学习手段，可以在不共享终端原

始私密数据的情况下进行模型学习[11]，但是在该学习

过程中，长距离通信存在通信成本较高的问题。

为了解决此问题，Zhang Hao等人[12]基于深度神经

网络（DNN）的分层结构，提出在计算底层更新的同时

反向传播顶层的参数，实现了通信和计算重叠的算

法[13-14]，称为无等待反向传播（WFBP）。Yang You 等

人[15]提出了一种单层通信机制（SyncEASGD），它将所

有梯度合并到每次迭代结束时的单个全局归约操作

中，此方法可以减少大部分数据通信的启动时间。考

虑到将一些短的通信任务合并为单个任务可以减少

整体通信时间，Shi Shaohuai等人[16]提出了一种合并梯

度WFBP（MG-WFBP）的分布式训练算法，尽可能避免

传输少量数据，进一步优化了分布式机器学习通信效

率。但以上几种通信优化方式应用到基于算力网络

的分布式机器学习时都存在网络带宽低，从而无法获

得较好性能的问题。基于此，本文提出一种基于算力

网络的分布式机器学习通信优化方法。

1 通信优化方法设计
本文提出了一种基于算力网络的分布式机器学

习通信优化方法，其核心架构包含 2个主要模块：梯度

压缩模块和梯度合并模块。在训练开始前根据梯度

压缩模块预设的压缩率确定网络模型每层通信量，进

而确认梯度合并方案。然后使用MG-WFBP方法将多

个梯度进行合并，并将合并后的梯度传输到中央服务

器。以上设计通过采用梯度压缩模块和梯度合并模

块分别减少了通信量，提升了通信频率，从而降低了

基于算力网络的分布式机器学习所需的通信开销，提

高了整体的效率和性能。

1.1 梯度压缩模块

梯度压缩模块包含两部分：第一部分采用随机梯

度量化方法将梯度进行阈值为 s的量化操作；第二部

分使用 Elias Gamma编码方法将转化后的梯度进行高

效编码。

1.1.1 随机梯度量化方法

随机梯度量化方法将机器学习模型中需要通信

的梯度进行压缩，以减小梯度的存储空间和传输量。

这一过程将浮点数表示的梯度转换为较低比特率的

整数或定点数表示形式，从而减少存储需求。

随机梯度量化方法中的量化方程如式（1）所示。

Qs ( )vi =  v 2 sgn ( )vi εi ( )v，s （1）

式中：v为量化梯度，阀值 s为大于等于 1的超参数（对

应量化级别的个数），sgn ( vi )是符号函数，其表达式如

式（2）所示。

sgn ( )x =
ì

í

î

ïïïï

ïïïï

-1，if  x < 0
0，if  x = 0
+1，if  x > 0

（2）

εi ( v，s) 是独立随机变量，其表达式为

εi ( )v，s = ì
í
î

ïï

ïï

l s，概率为1 - p ( || vi  v 2，s)
( l + 1) s，其他情况

（3）
式中：概率函数p ( )α，s = αs - l，α ∈ [ ]0，1 ；l为层数。

1.1.2 Elias Gamma 编码方法

Elias Gamma 编码使用可变长度编码来表示整数

序列，用于将非负整数序列编码为二进制字符串。该

编码的基本思想是使用一个前缀码，其中每个编码对

应一个正整数，编码的长度根据数字的大小而变化，

较大的数字使用更长的编码，这种编码方法能对整数

序列进行高效的压缩[17]。

编码的完整流程如算法 1所示。对于一个整数 n，
首先根据采用 floor 函数计算出前缀码长度 L，然后将

该整数转换为二进制作为后缀码 b并与前缀拼接，得

到Elias Gamma编码[18]。

算法 1  Elias Gamma编码算法

输入：待编码的正整数n
输出：Elias Gamma编码后的二进制字符串

1）b ← n转换为二进制形式

2）      L ← floor（log2n）+1  //计算二进制编码的位数  
3） if n == 1 then
4） return b
5）else
6） 前缀 ← 使用L-1个0
7） result ← 前缀+L的二进制+b
8） return result
9）end if
在解码时，需要按照相反的步骤进行操作：对于

编码N，从左到右读取编码，首先找到N前缀中连续的

0 的个数，然后根据这个数量确定整数的位数。接下

来，读取剩余位数作为整数的二进制表示，并将其还

原解析为十进制形式n。

1.2 梯度合并模块

在梯度合并模块中，本文使用MG-WFBP方法，该
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方法引入了合并通信的思想，能够有效降低算力网络

环境下分布式模型训练所需的通信频率，从而大幅度

提高分布式机器学习的训练效率。

在训练开始前，该方法首先从模型的最后一层向

前进行遍历。对于每一对相邻的 l-1层和 l层，该方法

比较了将 2层通信合并进行和分开进行这两者之间的

通信代价，可表示为

τb[ ]l - 1 + tb[ ]l - 1 < τc[ ]l + a （4）
式中：τb[ ]l - 1 表示第 l层开始计算梯度的时间戳，

tb[ ]l - 1 表示每次迭代中反向传播的时间，τc[ ]l 表示

第 l层开始梯度通信的时间戳，a表示全归约（all-
reduce）的启动时间（延迟）。若式（4）成立，则说明将

第 l-1层与 l层的通信进行合并的收益更大，能够节约

通信成本，所以执行合并操作。

2 实验设置和结果分析
为验证通信优化方法的有效性，本文进行了对比

试验。由于硬件限制，算力网络场景的模拟根据实际

的单图形处理单元（GPU）性能和网络性能模型进行。

本文实验从 2 个节点扩展到 1 024 个节点来训练 
GoogleNet、ResNet-50 和 mnistNet 模型，分别模拟了这

3种模型在算力网络场景中使用 MG-WFBP方法和使

用本文提出的通信优化方法（下文简称本方法）时的

性能指标（以加速比表征），结果如图 1 所示。其中，

mnistNet 不是特定的机器学习模型名称，而是在处理

基于 MNIST 数据集的手写数字识别任务时编写的神

经网络。这 3种模型兼顾了计算量和通信量较大的情

况，能够较全面地反应本文提出的通信优化方法的正

面效果。

从图 1（a）和图 1（b）可以看出，在 2~16 个节点的

集群中，本方法与 MG-WFBP 方法的性能表现基本一

致。随着节点数量从 16个扩展到 1 024个，本方法带

来的加速效果明显优于MG-WFBP方法。从图1（c）可

以看出，在节点数量扩展到 128个时，本方的加速效果

才优于MG-WFBP方法。这是因为MNIST数据集中每

个图片的数量较小，并且mnistNet模型较为简单，其通

信量比GoogleNet和ResNet-50模型少。

另外，在节点数量较少的情况下，本方法在性能

提升方面并不显著。这是因为当节点数量较少时，每

个节点需要处理的任务相对较多，通信开销在整个训

练过程中的占比相对较小。因此，即使通过通信优化

减少了通信时间，但对总的训练时间的减少有限，导

致性能提升不明显。并且分布式训练的性能提升很

大程度上依赖于并行度。节点数量较少意味着并行

度有限，这限制了本方法能够获得的加速比。随着节

图 1  3 种模型在算力网络场景中采用不同方法的性能指标对比图

（a） ResNet-50模型

（b） GoogleNet模型

（c） mnistNet模型
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点数量的增加，并行度提高，通信优化的效果才更加

显著。

为了对比本文方法与MG-WFBP方法在通信量上

的优化效果，本文采用通信时间反映通信量，在基于

算力网络的分布式机器学习过程中比较了GoogleNet、
ResNet-50 和 mnistNet 模型分别使用这 2 种方法进行

前向传播与反向传播的计算时间与仅用于通信的时

间，结果如图2所示。

从图 2（a）和图 2（b）可以看出，针对 GoogleNet 和
ResNet-50这 2种模型，本方法仅用于通信的时间低于

MG-WFBP方法。其中，节点数为 2和 4时均为小规模

情况，因此通信时间优化量少，而节点数为 8时引入了

大量的通信与同步开销，本方法通过对梯度参数进行

量化压缩，因此有效地减少了仅用于通信的时间，从

而降低了每次迭代的总时长，进一步提升了在算力网

络场景下的分布式机器学习训练效率。

从图 2（c）可以看出，在计算时间相同的情况下，

本方法节省了大量仅用于通信的时间。这是因为

mnistNet模型尺寸较小，本文选择了较大集群规模，以

测试本方法性能。

以上实验结果证明了本方法在通信量与训练效

率方面的优越性。说明本方法可以更好地利用计算

资源，提高分布式机器学习的效率和可扩展性。这对

于解决大规模分布式系统和边缘设备面临的通信带

宽限制和计算资源有限的问题具有重要意义。

3 结束语
本文提出了一种基于算力网络的分布式机器学

习通信优化方法，通过梯度压缩模块和梯度合并模块

来减少通信量和通信频率。在梯度压缩模块中使用

随机梯度量化和 Elias Gamma 编码方式，有效减少了

通信量。在梯度合并模块中引入了 MG-WFBP 方法，

可以有效降低通信频率。通过对 2~1 024个节点的算

力网络场景模拟实验结果表明，本文提出的通信压缩

模块与编码方式能够有效压缩多节点间的通信量，从

而大幅减少仅用于通信的时间，提升训练效率。因

此，该方法可以在基于算力网络的分布式机器学习场

景中应用，以加快训练过程中各节点之间的数据交换

进程，提高整体效率和性能。
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